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RESUMEN

La intermitencia de la radiación solar y otros parámetros climáticos hacen que la generación de energía fotovoltaica tenga 
una alta variabilidad. Por lo tanto, la planificación de la generación se ve afectada cuando hay una penetración de potencia 
fotovoltaica en el sistema de más de un 10%. El pronóstico preciso a corto plazo de este tipo de generadores es importan-
te para los operadores del sistema de potencia. Este trabajo se refiere a la obtención de un modelo de pronóstico a corto 
plazo para un parque fotovoltaico de la provincia de Cienfuegos. Se describen modelos basados en Deep Learning como 
las redes neuronales multicapas LSTM, BiLSTM y GRU para pronosticar la generación de potencia fotovoltaica para el día 
siguiente o la hora siguiente, a partir de datos históricos del Sistema de Supervisión y Adquisición de Datos (SCADA) y 
de variables meteorológicas locales. Se trabajó en entorno Matlab y se desarrollaron varios modelos de redes neuronales 
variando sus parámetros para seleccionar las de mejor desempeño. Dichos modelos se desarrollaron y validaron para un 
parque de generación fotovoltaica de 5,5 MW. La comparación entre ellos arroja que los de mayor precisión son aquellos 
que emplean horizontes de tiempo más cortos y redes BiLSTM.

Palabras clave: generación fotovoltaica, modelos de predicción, redes neuronales artificiales, fuentes renovables de ener-
gía, deep learning

ABSTRACT

The intermittency of solar radiation and other climatic parameters make the generation of photovoltaic energy have a high 
variability. Therefore, the planning of the generation is affected when the penetration of photovoltaic power is more than 10%. 
Accurate short-term forecasting of these types of generators is important to power system operators. This work refers to ob-
taining a short-term forecast model for a photovoltaic park in the province of Cienfuegos. Models based on Deep Learning 
such as LSTM, BiLSTM and GRU multilayer neural networks are described to forecast the generation of photovoltaic power 
for the next day or the next hour, based on historical data from the Supervisory and Data Acquisition System (SCADA) and of 
local meteorological variables. We worked in a Matlab environment and several models of neural networks were developed, 
varying their parameters to select the ones with the best performance. These models were developed and validated for a 5.5 
MW photovoltaic generation park. The comparison between them shows that the ones with the highest precision are those 
that use shorter time horizons and BiLSTM networks.

Keywords: photovoltaic generation, prediction models, artificial neural networks, renewable energy, deep learning
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INTRODUCCIÓN

El incremento de la penetración de unidades de genera-
ción basadas en fuentes renovables de energía carac-
terizó la evolución de los sistemas eléctricos de poten-
cia SEPs en las últimas décadas. Puede señalarse como 
principal inconveniente de este tipo de fuente la variabili-
dad en la entrega de potencia y su efecto en el control de 
frecuencia (Godoy et al, 2022, Gallego et al., 2017, Atwa 
& El-Saadany, 2010, Delille et al., 2012). Estudios a nivel 
mundial demuestran que un incremento en la penetración 
de estas unidades de fuentes renovables introduce varios 
retos técnicos en la operación de los SEPs. La estabilidad 
de frecuencia emerge entonces como uno de las prin-
cipales restricciones a analizar a la hora de planificar la 
operación del SEP. 

No solo la variabilidad de la potencia entregada afecta 
la operación de la red, sino que estas tecnologías basa-
das en fuentes renovables, especialmente las basadas 
en energía solar y algunas tecnologías eólicas, reducen 
la inercia del SEPs lo que compromete su operación 
estable.  Medidas para reducir el riesgo de inestabili-
dad de frecuencia se estudian en SEPs, la mayoría de 
estas encaminadas a la conexión de sistemas de alma-
cenamiento que restituyan de manera rápida la afecta-
ción provocada en el SEPs. (Saleh et al., 2019, Saleh et 
al, 2020, Betancourt et al, 2020, IEEE, 2008, Saleh et al, 
2017, Saleh, Aldik and Castillo-Guerra, 2017, Esmaili et 
al, 2013). Estos problemas se acentúan a medida que 
se incremente la participación de estas tecnologías en la 
generación, siendo incluso este aspecto la limitante fun-
damental de la penetración de las fuentes renovables en 
los SEPs.

Especial atención debe prestarse a los SEPs aislados 
pues estos generalmente están compuestos por unida-
des de generación de baja inercia y por tanto la penetra-
ción de fuentes renovables de energía puede deteriorar la 
robustez del SEP Godoy et al, 2022, Gallego et al, 2017, 
Atwa y El-Saadany, 2010, Delille et al, 2012). Otras de 
las investigaciones recientes se enmarcan en lograr una 
exactitud adecuada en la predicción del comportamiento 
de la generación variable y que este sea tenido en cuen-
ta en las estrategias para el cubrimiento económico del 
gráfico de carga.

Dotar al operador de la red eléctrica de herramientas que 
permitan predecir a corto plazo el comportamiento de la 
generación renovable se convierte en un tema esencial 
en las investigaciones relacionadas con los SEPS. En 
(Yang et al., 2017) se plantea que la predicción futura de 
la potencia a entregar por las plantas solares fotovoltai-
cas (PSFV), puede reducir de manera efectiva los efectos 

adversos sobre el sistema que ocasiona la conexión a 
red de este tipo de fuentes y ayudar a los operadores del 
sistema a ajustar la planificación en tiempo real y poder 
coordinar la generación de PSFV y otras fuentes de ge-
neración. Todo esto con el fin de garantizar la seguridad 
de la operación del SEP. Por lo tanto, el pronóstico de 
la generación eléctrica de los sistemas solares fotovol-
taicos, tanto en las grandes redes de potencia como en 
las microrredes, juega un papel clave para la operación 
eficiente, económica, estable y sostenible del suministro 
de electricidad (Yang et al., 2017). 

En el 2014, se estimó que la penetración fotovoltaica ex-
cedía el 1% en 19 países de la Unión Europea (UE), con 
Italia en primer lugar (7,9%) seguida de Grecia y Alemania 
con 7,6% y 7% respectivamente. Diferentes escenarios 
de la Agencia Internacional de Energía (IEA por sus si-
glas en inglés) predicen que para el 2030 la generación 
PSFV alcanzará 1,5-5% del consumo eléctrico global y 
del 10-25% de la demanda de la UE. Por esta razón, se 
estableció como  obligatorio en muchos países del mun-
do el pronóstico con un día antes de la generación foto-
voltaica (Italia, Alemania, España, Rumania, USA y Japón, 
entre otros) (Pierro et al., 2016).

Los centros de control del sistema eléctrico que gobier-
nen la operación de un SEPs al cual se pretenda conec-
tar un incremento de generación solar es imprescindible 
contar con herramientas que permitan la realización de 
predicciones con buen nivel de exactitud para la toma de 
decisiones acertadas sobre aspectos claves tales como 
el ajuste de las fuentes de generación convencionales, 
programación de arranques, requerimientos de almace-
namiento y planificación en general. 

El pronóstico de la potencia de salida de los sistemas so-
lares fotovoltaicos es muy difícil porque está altamente 
relacionado con las circunstancias externas tales como 
radiación solar y otros parámetros climáticos que cam-
bian muy rápidamente en una localidad.

Una revisión de la literatura relacionada con el tema re-
vela que a partir de 2011 las publicaciones de nuevos 
modelos de predicción fotovoltaicos y los estudios acer-
ca de sus características han crecido considerablemente 
(Muñoz, 2014). En todos los casos, las estrategias utiliza-
das para el desarrollo del modelo son similares a las utili-
zadas para pronosticar otras magnitudes de los sistemas 
eléctricos como carga horaria, carga máxima y precio de 
la energía en el mercado (Rocha & Alves, 2005, Amjady & 
Keynia, 2008, Amjady & Keynia, 2009, Amjady & Keynia, 
2011, Sajjad et al., 2013, Gómez et al., 2016 & Peña et 
al., 2019).
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Son varios los trabajos que reportan el empleo de nue-
vas técnicas o combinación de herramientas propias de 
tecnologías disruptivas, por ejemplo, herramientas de 
Machine Learning o Deep Learning para la predicción fo-
tovoltaica conformando modelos híbridos que alcanzan 
una precisión adecuada. (Ramsami & Oree, 2015, Pierro 
et al., 2016, Gómez et al., 2016, Li et al., 2016, Yang et al., 
2017, Raabe, 2016, Amjady & Keynia, 2008, Amjady & 
Keynia, 2009, Sudheer & Suseelatha, 2014, Sajjad et al., 
2013 & Tesfaye et al., 2018).

En función del horizonte de tiempo del pronóstico, es 
mejor utilizar modelos numéricos de predicción meteo-
rológica del tiempo, conocidos como Numerical Weather 
Prediction (NWP) Models o modelos basados en datos 
históricos. Los primeros se emplean mayormente para 
horizontes de tiempo entre 24 y 48 horas, mientras los 
segundos son más eficaces para plazos de pocas horas 
(Muñoz, 2014). 

En Cuba se ha investigado en la mejora del pronóstico 
de radiación solar utilizando modelos numéricos de pre-
dicción del clima combinados con técnicas de post-pro-
cesamiento que se aplican a su salida, específicamente 
la técnica Model Output Statistics (MOS) (Borrajero et al., 
2016). 

Aunque se aprecia una tendencia al empleo de NWP, se 
han desarrollado modelos incluso que prescinden de uti-
lizar datos de clima (González et al., 2016). Este tipo de 
modelos dan la posibilidad de obtener pronósticos razo-
nables a partir solamente de valores de la potencia ge-
nerada en instantes pasados y pueden ser usados como 
una línea base para comparar modelos más complejos. 

Muñoz plantea que los modelos basados únicamente en 
datos históricos se usan tanto para plazos muy cortos 
(menos de tres a cuatro horas) como para horizontes en 
torno a las 24 horas (Muñoz, 2014). 

El objetivo de este trabajo es comparar varios modelos 
de predicción que emplean redes neuronales multicapas 
LSTM, BiLSTM y GRU con horizontes de tiempo de corto 
plazo (24 h) y de muy corto plazo (1 hora).

DESARROLLO

Proceso general de desarrollo del modelo

En esta investigación se tomó como caso de estudio un 
parque PV conectado a red con capacidad instalada de 
5,5 MWp.  El mismo está compuesto por 19 400 pane-
les fotovoltaicos conectados en 5 arreglos con dos inver-
sores cada uno. La generación promedio diaria de esta 
instalación fotovoltaica es de 26 MWh aproximadamente. 
Para su correcta explotación, cuenta con un sistema 

SCADA en el que se registran las mediciones de poten-
cia horaria (MW) entre otras variables eléctricas y opera-
cionales como la temperatura de los módulos. Además, 
cuenta con una pequeña estación meteorológica con 
instrumentación para medir variables como temperatura 
ambiente (oC), velocidad del viento (m/s) y radiación solar 
incidente (W/m2).

En esta investigación se considera como potencia de sal-
ida del parque la suma de las mediciones de potencia de 
cada inversor, es decir se desarrolla un modelo para la 
generación total de la instalación. 

Siguiendo la línea de Tesfaye et al. (2018), en Gómez et al. 
(2021) se siguió una estrategia en la modelación de de-
sarrollar un modelo híbrido con transformada wavelet dis-
creta  (DWT) pero utilizando redes neuronales artificiales. 
Una diferencia sustancial es que la estrategia de mod-
elación se basó únicamente en valores pasados reales, 
mientras Tesfaye, Zhang y Zheng emplean históricos de 
predicciones de variables meteorológicas. Es decir, en 
esta investigación se utilizaron solamente datos históricos 
de mediciones locales tanto de producción como de vari-
ables meteorológicas, lo que sirve de punto de partida 
para incorporar en el futuro predictores numéricos del cli-
ma y mejorar la precisión.

En este trabajo se realiza el pronóstico usando redes re-
currentes multicapas (Deep Learning) lo que mejora la 
precisión con relación a los modelos anteriores.

Ambiente de trabajo

La modelación se lleva a cabo empleando Matlab. Matlab 
es un entorno de computación y desarrollo de aplicacio-
nes totalmente integrado, orientado para llevar a cabo 
proyectos en donde se encuentren implicados elevados 
cálculos matemáticos y la visualización gráfica de los 
mismos. Este ambiente integra análisis numérico, cálculo 
matricial, proceso de señal y visualización gráfica en un 
entorno completo donde los problemas y sus soluciones 
son expresados del mismo modo en que se escribirían 
adicionalmente, sin necesidad de hacer uso de la progra-
mación tradicional. 

Dispone también en la actualidad de un amplio abani-
co de programas de apoyo especializado, denominado 
Toolboxes, que extienden significativamente el número de 
funciones incorporadas en el programa principal. Estos 
Toolboxes cubren en la actualidad prácticamente casi to-
das las áreas principales en el mundo de la ingeniería y la 
simulación, destacando entre ellos el toolbox de proceso 
de imágenes, así como los de señales, control robusto, 
estadística, análisis financiero, matemáticas simbólicas, 
redes neurales, lógica difusa, identificación de sistemas, 
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simulación de sistemas dinámicos, etc. Es un entorno de 
cálculo técnico, con elevadas capacidades en computa-
ción y visualización numérica por lo que va a ser la base 
del desarrollo del modelo de pronóstico de generación 
PV de esta investigación.

Completamiento de la información

Cuando se obtiene la información de campo (mediciones 
históricas de la potencia y de las variables meteoroló-
gicas), es inevitable que esta se encuentre incompleta, 
con valores perdidos producto de fallas en los sensores o 
mantenimiento de la instalación. 

Para completar la información faltante se han propuesto 
varias técnicas, entre ellas una metodología para la incor-
poración de datos faltantes que emplea el análisis de se-
ries de tiempo basado en modelos de espacio de estado 
(Adaro et al, 2008, Adaro et al, 2014).

En Carbajal et al, (2010) se describe otro método para el 
completamiento de datos faltantes de precipitación diaria 
utilizando la “Transformada Wavelets” (TW). Este consiste 
en la descomposición y reconstrucción de la señal, a dos 
niveles, usando el Wavelet Haar. El programa desarrolla-
do utiliza la señal que resulta del filtro de baja frecuencia, 
proveniente de la estación a ser corregida y el detalle o 
señal de alta frecuencia proveniente de una estación ve-
cina, la que proporciona el detalle aleatorio que se usa en 
el llenado de datos faltantes. La selección de la estación 
vecina se basó en la similitud de la distribución acumu-
lada de ambas señales previamente estandarizadas. Así 
mismo, Castaño, (2007) propone un método que permite 
la identificación del modelo y estimación conjunta de da-
tos faltantes aplicado a series de tiempo de demanda de 
electricidad empleando un modelo ARIMA.

Ahora bien, en esta investigación, los valores horarios 
perdidos o que se saltan de cualquiera de las variables 
del parque fotovoltaico se sustituyen por un dato equiva-
lente como en (Tesfaye, et al., 2018). Para ello se siguió la 
siguiente técnica de llenado:

                                    (1)

Donde:

xi: representa el valor del dato del punto de muestreo i

λ1 y λ2: son los pesos para el cálculo, que se toman igua-
les a 0,5 de manera similar a como se hace por (Tesfaye, 
et al., 2018)

xi-24 y xi+24: representan los valores del dato al mismo tiem-
po del día previo y del día siguiente respectivamente. 

Las mediciones de campo se disponen en hojas de cál-
culo Excel para cada una de las variables, se completan, 
y posteriormente se importan al Workspace del Matlab 
para su procesamiento.  

Cada variable es importada como una matriz con un nú-
mero de filas igual a los días considerados (365 días para 
un año) y 24 columnas correspondientes a cada hora del 
día desde la 1:00 hasta las 24:00 h. El paso siguiente es 
convertir esta matriz en un vector fila que representa la 
serie temporal de la variable. Es decir, se crean tres vec-
tores de igual tamaño, denominados P, Ir y T, que son 
los valores horarios de potencia generada (en MW), ra-
diación solar (en W/m2) y temperatura ambiente (en oC), 
respectivamente. 

RESULTADOS

El paso más importante a la hora de seleccionar el mode-
lo de predicción definitivo entre todos los desarrollados 
es el correspondiente a su evaluación. A continuación, 
se muestran los resultados de pronosticar con varios mo-
delos comparando su eficacia a partir de la raíz del error 
medio cuadrático (RMSE). Este indicador de error se cal-
cula como:

      (2)

Siendo:

P(t): valor real (medido) de la potencia fotovoltaica gene-
rada en el instante t, en MW

: predicción de la potencia fotovoltaica generada 
para el instante t, en MW

N: es el número de observaciones, 24 - para el caso de 
predicción de la potencia horaria de un día.

Modelo híbrido empleando DWT con redes feedforward 
backpropagation y redes de regresión generalizada

Los autores ya probaron con anterioridad modelos híbri-
dos que combinan DWT con redes feedforward backpro-
pagation y redes de regresión generalizada (Gómez et 
al., 2021). En esta modelación híbrida, las series tempora-
les se descomponen mediante transformada wavelet en 
un conjunto de subseries. Estas subseries dan mejores 
características de comportamiento que las series origi-
nales debido a que permiten un tratamiento separado de 
las componentes de la señal, sobre todo las de mayor 
frecuencia que representan las variaciones rápidas.
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El error del pronóstico con redes feedforward backpropagation fue RMSE=0,7375 MW y con redes de regresión gene-
ralizada RMSE=0,7667 MW. 

Modelo empleando redes LSTM

Las redes LSTM son una subcategoría de redes neuronales recurrentes y emplean celdas de memoria adicionales 
capaces de almacenar los estados. Por lo tanto, este tipo de redes son muy potentes para la predicción de series tem-
porales (Raabe, 2016). Para propósitos de comparación se investigó con redes LSTM y redes LSTM bidireccionales 
(BiLSTM). Como una mejora en la estructura de las redes LSTM, las BiLSTM constan de dos partes: una capa forward 
y otra capa backward. La salida de este tipo de redes en el tiempo t está relacionada no solo con la entrada de la red 
en el tiempo t sino también con la salida de las neuronas ocultas en el instante t-1 y t+1. Las figuras 1 y 2 muestran 
la estructura de las redes LSTM y BiLSTM respectivamente. En la figura 3 se muestra el esquema del procedimiento 
seguido para construir el modelo de predicción con estas redes.

Figura 1. Estructura de la red LSTM

Fuente: los autores

Figura 2. Estructura de la red BiLSTM

Fuente: los autores
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Figura 3. Estructura general de la estrategia de pronóstico de la generación del parque fotovoltaico con redes BiLSTM.

Fuente: los autores

Modelo empleando redes GRU

Las redes GRU (Gated recurrent unit) están compuestas por unidades GRU y son un tipo especial de red neuronal 
recurrente descritas en 2014 por Kyunghyun (Kyunghyun et al, 2014). Ver su estructura en la figura 4. Las redes GRU 
son más simples que las LSTM, debido a que tienen menos parámetros, carecen de puerta de salida, se capacitan 
más rápido y son más eficiente en su ejecución.

Por ello las redes GRU han demostrado que presentan un mejor rendimiento en conjuntos de datos más pequeños. Sin 
embargo, las redes LSTM al operar con conjuntos de datos más amplios, pueden ser más expresivas y proporcionar 
mejores resultados ante contextos complejos.

Figura 4. Estructura de la red GRU

Fuente: los autores
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Primero se realiza el preprocesamiento de los datos (com-
pletamiento de datos perdidos, vectorización (implícito en 
Matlab) y normalización), se separan los datos en un con-
junto de entrenamiento (80%) y un conjunto de validación, 
se entrena la red y se emplea para realizar el pronóstico 
de acuerdo al horizonte de tiempo del modelo. Las va-
riables utilizadas son la propia serie de potencia genera-
da por el parque fotovoltaico y variables meteorológicas 
como la temperatura y la radiación solar.

En este trabajo se probaron redes profundas (5 capas 
recurrentes) de este tipo para horizontes de tiempo de 
24 horas y de una hora, siendo los resultados para el día 
seleccionado (28 de junio de 2020) los mostrados en la 
figura 5 para 24 horas y en la figura 6 para una hora. En 
el caso de que se pronostique con LSTM para el día si-
guiente, el RMSE es de 0,622 MW con errores máximos 
de hasta 2 MW. Cuando se acorta el horizonte de tiempo, 
el error máximo se reduce, pero sigue cercano a los 2 
MW. Los resultados para el caso de las redes GRU se 
muestran en las figuras 7 y 8 con un comportamiento si-
milar a las LSTM. 

Como se reporta en la literatura, se puede apreciar que 
el pronóstico es más preciso a medida que se acorta el 
horizonte de tiempo y empleando redes BiLSTM (figuras 
9 y 10). Puede verse en la figura 10 que existe una gran 
concordancia entre el pronóstico y la generación real. En 
este caso, cuando se acorta el horizonte de tiempo para 
realizar pronósticos para la hora siguiente, el error se re-
duce a 0,1848 MW. Para este horizonte de pronóstico el 
error máximo no supera los 0,25 MW.
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LSTM para 1 hora.
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Figura 7. Pronóstico de la potencia generada con red tipo 
GRU para 24 horas.

Fuente: los autores
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Figura 8. Pronóstico de la potencia generada con red tipo 
GRU para 1 hora.

Fuente: los autores
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Figura 9. Pronóstico de la potencia generada con red tipo 
BiLSTM para 24 horas.

Fuente: los autores
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Figura 10. Pronóstico de la potencia generada con red 
tipo BiLSTM para 1 hora.

Fuente: los autores

CONCLUSIONES

La bibliografía consultada muestra que el desarrollo de 
modelos de pronóstico de la generación fotovoltaica es 
un tema de investigación, desarrollo y despliegue intensi-
vo en todo el mundo en los últimos años por las implica-
ciones técnicas y económicas que tiene en la operación 
de los sistemas de potencia. Estas investigaciones de-
jan patente que el uso de herramientas de inteligencia 
artificial ya sea para modelos de regresión o clasificación 
(redes neuronales, máquinas de soporte vectorial, redes 
profundas), permiten simular el comportamiento de la 
producción horaria del sistema solar fotovoltaico de una 
forma más precisa que las técnicas clásicas debido a 
que logran solventar las no linealidades que presentan 
estos sistemas. 

Inicialmente se investigó en el uso de un modelo híbrido 
basado en datos pasados, que combina redes neuronales 
con preprocesamiento de la información primaria usando 
DWT y que requiere un mínimo de variables explicativas, 
información disponible en el sistema SCADA y variables 
meteorológicas medidas localmente en el parque fotovol-
taico (producción, radiación solar y temperatura ambien-
te del día previo). Se demuestra que los modelos basa-
dos en Deep Learning tienen mejor precisión, siendo el 
mejor el que emplea redes BiLSTM, que son herramientas 
muy potentes para la predicción de series temporales, y 
además se acorta el horizonte de tiempo a una hora. El 
RMSE que se consigue con estas redes es de 0,185 MW 
mientras que con los demás modelos supera los 0,6 MW.
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